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语义变分贝叶斯 

——基于语义信息论的求隐含变量方法 

Semantic Variational Bayes Based on a Semantic 
Information Theory for Solving Latent Variables 

鲁晨光  

主页：http://survivor99.com  

摘要：变分贝叶斯求解隐含变量(的概率分布)使用最小自由能准则，这个准则

不容易被理解，变分计算也很复杂。为此，本文提出语义变分贝叶斯(SVB)。

笔者以前提出的语义信息论把信息率失真函数 R(D)推广为信息率逼真函数

R(G)——它是给定语义互信息 G 的最小香农互信息。SVB 来自 R(G)的参数解, 

其中变分和迭代方法起源于香农等人对信息率失真函数的研究. SVB 使用的约

束函数不限于似然函数，也可以是真值、隶属、相似、或失真函数。不同的是

SVB 使用最大信息效率(G/R)准则——在优化模型参数时使用最大语义信息准

则(它兼容最大似然准则)，而在优化香农信道时使用最小互信息(或最大熵)准

则。对于同样任务，SVB 的计算比 VB 更简单。文中计算实验包括：举例说明

混合模型随 G/R 增大(而不是随负的自由能)增大而收敛；用给定误差范围的数

据压缩说明 SVB 的应用；通过给定范围约束的控制任务说明语义信息测度和

SVB 如何用于最大熵控制和强化学习，并为权衡控制的合目的性和效率提供数

字依据。要把 SVB 用于神经网络和深度学习，我们需要进一步研究。 

关键词：语义信息论，变分贝叶斯，隐含变量，信息率失真，信息率逼真，混

合模型,  最大熵控制 

1. 引言 

机器学习经常需要从观察数据(或实例先验分布P(x))和预测模型

(比如似然函数 P(x|y, θ))求解隐含变量 y的概率分布 P(y)。流行的方

法是变分贝叶斯方法【1，2】，简称变分贝叶斯(VB)。VB 已经成功

用于很多场合，比如混合模型【3，4】，自动编码器(AutoEncoder)

【5】，主动(active)推断(使用最小自由能原理或准则) 【6】, 等等

【7】。贝叶斯推断(BI)是贝叶斯主义者用于推断模型参数的方法, 参

数包括似然函数 P(x|y, θ) 中的参数和产生 P(y)的参数。和 BI 不同，

频率主义者用的似然推断只考虑似然函数中的参数，也不考虑参数

的概率分布。笔者使用频率主义方法，认为频率主义也应有求上述

隐含变量(实际指概率分布 P(y))的一般方法。 

虽然频率主义使用的 EM(期望-最大)算法也能求解混合模型的

隐含变量，但是在似然函数即预测模型不变时，如何求解 P(y)仍然

是个问题。对于存在模糊范围约束而不是似然函数约束时，更是如

此。比如，对于主动推断，给定无控制状态 x 的概率分布 P(x)和若

干目标 y1, y2, …(代表模糊范围)作为约束，我们需要选择动作 aj 实

现目标 yj，并且优化控制在不同目标上的分配比例 P(a1), P(a2)，…。 

最近，信息理论的正则化已经被用于深度学习【8】和强化学习
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【9】，并取得很好效果。这种方法用两种信息的差作为目标函数，

然后用变分方法最小化该函数, 并求解隐含变量。本文作者努力方

向与此一致，并且希望有个在理论上更好理解的一般方法。本文使

用香农互信息和语义互信息的差作为目标函数，其理论基础可以追

溯到香农开创的信息率失真理论【10，11】。 

一般说来，x 可能取值数目远大于 y的可能取值数目。给定观察

数据或样本分布 P(x)和约束 P(x|y, θ)时 , 不存在 P(y)的正确解(因为

约束太多)，它使得 Pθ(x)=∑i P(x|yj,θ)P(yj)等于 P(x)。但是我们可以

使用某种准则得到近似解，比如 VB 算法中使用最小 KL 离散度

KL(P(y)||P(x, y|θ))或 KL(P(y|x)||P(x, y|θ))作为优化准则（即所谓的最

小自由能原理），得 P(y)的近似解。本文提出语义变分贝叶斯方法

(Semantic Variational Bayes’ method, 缩写：SVB)，它使用最大信息

效率准则——兼容最大似然准则和最大熵原理。 

作者使用“语义“(“Semantic”)一词，一是因为 SVB 基于语义信息

论——即 Shannon-Lu 理论或 G 理论【12，13】(G 意思是香农信息

论的推广)；二是因为 SVB 使用似然，真值，隶属，相似、失真等

函数作为约束，这些函数和语义相关。虽然 SVB是频率主义的，但

是它使用了各种推广的贝叶斯公式，完成的任务和 VB 类似，所以，

笔者仍然使用“Variational Bayes”。但是，笔者用“Bayes Inference“而

不是 Bayesian Inference(后者确切翻译是贝叶斯主义推断)是为了避

免让人认为 SVB 是贝叶斯主义方法。  

G 理论使用似然，真值，隶属，相似、失真等函数构造语义信

息测度，它把信息率失真函数R(D)推广为信息率逼真函数R(G)—— 

R 是给定语义互信息 G 时的最小香农互信息。G/R 等于信息效率。

SVB就来自R(G)函数的参数解，其中变分和迭代方法起源于香农等

人对信息率失真函数的研究【11，14，15，16】。笔者于三十年前

提出语义信息 G 理论【17，18】，最近十年把这一理论用于机器学

习。笔者先前的文章已经讨论了从样本分布求解或优化各种学习函

数的方法，并将这些方法用于多标签分类，混合模型【13】，贝叶

斯确证【19】，语义压缩【20】等。一些文章已经涉及求解隐含变

量的概率分布【13, 20】。 

本文首次提出 SVB，希望 SVB 成为 VB 的替代选择，这是因为： 

1） VB 使用的最小自由能原理不容易被理解，并且存在混合模

型反例(见 4.1 节)使得我们不能通过最大化负的自由能函数

F=Q+H(Y)【1，4】, 使混合模型收敛。 

2） 虽然 VB 使用平均域方法(用 P(y|x)代替 P(y)作为变分)【3】

时不存在反例，但是计算 P(y|x)比较复杂，比如 P(y|x)的表

达式同时用到指数和对数函数。我们希望有更简单的方法。 

3） 给定观察数据和其他许多学习或约束函数中的一种时，都

可能存在求解隐含变量的问题。我们需要更加一般的求解

方法。 

本文主要目的： 

 提供理论上容易理解，计算相对简单的从 P(x)和各种学习

或约束函数求解隐含变量概率分布 P(y)的一般方法； 



 3 / 24 

 

 使香农等人研究信息率失真函数时使用的变分和迭代方法

发扬光大； 

 增加大家对语义信息 G 理论的理解。 

本文主要贡献：提出、系统地介绍、并举例验证了 SVB；和

VB 比， 

 它在理论上更加容易理解，因为它兼容最大似然准则和最

大熵原理，继承并发展了香农等人研究信息率失真函数发

展出来的变分和迭代方法； 

 它允许使用多种约束函数，还可以通过指数 s 加强约束(参

看(28))； 

 其计算更加简单，因为 P(y|x)和 P(y)的解的表达式比较简

单；对于同样任务(不用 s 时)，计算不包含指数和对数函

数。 

因为本文使用信息理论方法，使用数据的概率分布或相对频率

P(xi) (i = 1, 2, …, m)而不用数据序列 x(1), x(2), …，x(N)。请读者注

意：本文求平均的表达方式和统计学中表达方式有所不同。 

2. 语义信息 G 理论(Shannon-Lu 理论)和 SVB 

2.1 P-T 概率框架和语义贝叶斯公式 

Kolmogorov 定义的概率【21】是一个随机变量属于一个集合的

概率，简称集合的概率。但是要得到这种概率，我们还是需要知道

集合中元素的概率。比如要知道年轻人、成年人、老年人…的概率，

我们还要知道不同年龄的概率分布。一种年龄的概率就是频率主义

者定义的概率【22】。所以两种概率是互补的。P-T 概率框架试图

统一这两种概率，并且把集合推广到模糊集合。我们称集合的概率

是逻辑概率（记为 T）, 集合中元素的概率是统计概率(记为 P)。我

们定义： 
 随机变量 X取值于 U={x1,x2,…},代表一个实例；随机变量 Y取

值于 V={y1, y2, …}, 代表一个标签或假设。yj(xi) 是一个命题. θj 

是论域 U 上的一个模糊子集【23】, 其元素使得 yj 为真. 我们

有 yj(x) = “x ϵ θj”. θj 也可以理解为一个模型或一组模型参数。 

 用“=”定义的概率，比如 P(yj) ≡P(Y = yj)，是统计概率；用“ϵ”
定义的概率，比如 P(X ϵ θj), 是逻辑概率. 为区分 P(Y = yj) 和
P(X ϵ θj), 我们记 yj的逻辑概率为 T(yj)≡ T(θj)≡ P(X ϵ θj)。 

 条件逻辑概率 T(yj|x) ≡ T(θj|x)≡ P(X ϵ θj|X = x)∈[0,1] 是 yj 
的真值函数，也是模糊集合 θj的隶属函数 mθj(x)，即 

T(yj|x) ≡ T(θj|x) = mθj (x).             ⑴ 

根据 Davidson 的真值条件语义学【24】，y 的真值函数反映了

y 的语义。 

根据上面定义，香农使用的概率是统计概率，Kolmgorov 定义

的概率是逻辑概率。一个假设 yj的逻辑概率一般不等于它的统计
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概率。比如，一个永真句的逻辑概率是 1，而它的统计概率接近

0. 我们有 P(y1) + P(y2) + … + P(yn)=1，但是可能有 T(y1) + T(y2) 

+ … + T(yn) > 1. 比如：T(“非成年人”)+T(“成年人”)+T(“年轻人”) 

= 1+T(“年轻人”) > 1. 

逻辑概率也需要通过统计概率得到。我们有： 

( ) ( ) ( ) ( ) ( | )j j j i j i
i

T y T P X P x T x      .     ⑵ 

这就 Zadeh 定义的模糊事件的概率【25】。 

我们可以把 T(θj|x) 和 P(x)放进贝叶斯公式得到语义贝叶斯预测

【13】： 

( | ) ( )
( | ) ,  ( ) ( | ) ( )

( )
j

j j j i i
ij

T x P x
P x T T x P x

T


  


  .     ⑶ 

P(x|θj)就是流行方法中的似然函数 P(x|yj, θ). 我们这里使用 P(x|θj)是
因为第 j 种参数和 yj 是绑定的。我们称上面公式是语义贝叶斯公式。

因为 T(θj|x)的最大值是 1，从 P(x) 和 P(x|θj), 我们推导出: 

( ) ( | ) ( | )
( | )= , ( ) 1 max( )

( )( )
j j

j j
x

T P x P x
T x T

P xP x

     .      

(4) 
一组转移概率函数 P(yj|x), j=1, 2, …, n 构成一个香农信道，一组

真值函数 T(θj|x) (j=1,2,…)构成一个语义信道。当语义信道匹配香农

信道时，即 T(θj|x)∝P(yj|x)或 P(x|θj) = P(x|yj) (j=1,2,…)，语义信息量

达到其最大值并等于香农互信息。 

2.2 真值、隶属、相似、分辨率、和失真函数之间的关系 

假设对于每个yj存在一个典型或柏拉图的理念xj, 它使T(θj|xj)=1, 

则真值或隶属度 T(θj|xi)就是 xi和 xj之间的相似度。如果 U=V，yj就

变成估计，即 yj= ˆ jx =“估计 x 是 xj”。 x 和 xj之间的相似函数——记

为 S(x, xj)——等价于两者之间的混淆概率函数。比如：GPS 指示的

位置和实际位置的相似度就是两者的混淆概率。 

真值函数和失真函数可以相互转换。设 d(yj|xi)是 xi 使得 yj 失真

的失真量，我们定义： 

T(θj|xi) = exp[-d(yj|xi)]，         (5) 

令 exp 和 log 是一对反函数，于是有 

d(yj|xi)=–log T(θj|xi).          (6) 

有时候，直接定义失真函数是困难的，我们可以先定义真值函

数，然后用(6)得到失真函数。比如直接定义标签“老年人”相对于

不同年龄 x 的人的失真函数比较困难，我们可用一个 Logistic 函数

表示“老年人”的真值函数，然后用(6)得到“老年人”的失真函数。 

因为失真一般是不对称的。所以我们用 d(yj|xi)表示用 yj代表 xi
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的失真量。对于估计，失真函数是对称的。比如对于 GPS，失真正

比于距离的平方，真值或相似函数是： 

2

2

( )
( | ) ( , ) exp[ ( , )] exp[ ]

2
j

j j j

x x
T x S x x d x x




     .  

  (7) 

相似函数也就是观察者的分辨率函数。GPS 的精度 RMS(平均误差

平方的开方, 上式中 σ)就反映其分辨率【12】。 

 隶属函数、相似函数、失真函数都反映标签或估计的语义, 因

为一个隶属函数等价于一个真值函数；相似函数是真值函数的特例；

一个失真函数可以转换为一个真值函数。 

2.3 语义信息测度 

香农互信息可以表示为： 

( | )
( ; ) ( ) ( | ) log .

( )
i j

j j
j i i

P x y
I X Y P y P x y

P x
     (8) 

香农互信息意味着因预测而节省的平均码长。我们用似然函数

P(xi|θj)代替 log 右边的 P(xi|yj)(左边不变), 就得到语义互信息公式： 

( | ) ( | )
( ; ) ( ) ( | ) log ( ) ( | ) log .

( ) ( )
i j j i

j i j j i j
j i j ii j

P x T x
I X Y P y P x y P y P x y

P x T

 


  

 (9) 

语义互信息意味着因根据语义预测而节省的平均码长【17,18】。注

意：上面公式中 log左边的P(x|yj)是用以求平均的，表示样本分布。

它可以是相对频率，可能不平滑或不连续。正是因为P(x|θj)和P(x|yj)

可能不同，上式反映信息需要事实检验。 

当 Y=yj时, 语义互信息就变成语义 Kullback-Leibler (KL) 信息: 

( | ) ( | )
( ; ) ( | ) log = ( | ) log

( ) ( )
i j j i

j i j i j
i ii j

P x T x
I X P x y P x y

P x T

 



 

.   (10) 

进一步，X=xi 时，语义 KL 信息就变成单个事件之间(yj 提供关

于 xi)的语义信息： 

( | ) ( | )
( ; )=log =log

( ) ( )
i j j i

i j
i j

P x T x
I x

P x T

 



.      (11) 

图1图解了上面公式。它表明：逻辑概率越小，信息量绝对值

越大；偏差越大，信息量越小; 错误的假设传递负的信息。这些结

论符合 Popper思想[26](10.1-II 节).  
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Fig. 1. Illustrating the amount of semantic information.  The semantic 

information conveyed by yj about xi decreases with the deviation or distortion 
increasing.  

图 1. 语义信息量图解。yj传递关于 xi的语义信息随偏差增大而减少。 

把(5)带进(9)，我们得到： 

( , )( ; ) ( ) log ( ) E ( )= ( ) .    j j P x y
j

I X Y P y T d x y H y d     ，

 (12) 

其中 H(Yθ)是语义熵， d 是平均失真。可见 I(X; Yθ)就像负的正则

化误差平方。因此，我们可以把最大语义互信息准则看作特殊的最

小正则化误差平方(RLS)准则。 

如果(9)中真值函数变成相似函数，语义互信息就变成估计互信

息【27】，它已经被深度学习研究者用于信息噪声对比估计

(InfoNCE)【28】和互信息神经估计(MINE)【29】。 

2.4 用逻辑贝叶斯推断优化各种学习函数 

作者曾提出逻辑贝叶斯推断, 英文是”Logical Bayesian Inference”. 

因为它并不是贝叶斯主义的方法，以后都写成“Logical Bayes’ 

Inference”。缩写仍然是 LBI。 

最常用的学习函数是似然函数 P(x|θj). 我们可以用语义 KL 公式

优化它。因为语义 KL 信息等于两个 KL 离散度的差：  

I(X; θj) = KL(P(x|yj)||P(x)) –KL(P(x|yj)||P(x|θj),      

(13) 

容易证明：KL(P(x|yj)||P(x|θj) = 0 时，即 

P(x|θj)= P(x|yj)                                                             (14) 

时，I(X; θj)达到其最大值，KL(P(x|yj)||P(x)).  

 在很多情况下，我们希望使用 P(θj|x)——它是参数化的

P(yj|x)——作为学习函数。Fisher 称之为反概率【31】(函数)。当

n=2时，我们能用一对 Logistic 函数作为反概率函数；但是，当 n>2

时，构造 P(θj|x), j = 1, 2, …, n 是困难的，因为有归一化限制：对于

每个 x, ∑ j P(θj|x) = 1. 然而，使用真值函数或相似函数就没有这一限
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制。 

 从(4)和(14)，我们能推导出优化的 T(θj|x)： 

* * ( | )( | ) ( | )( | ) ( | )
*( | ) max = max = .

( ) ( ) ( ) ( ) max( ( | ))
jj j

j
x x

j
x

P y xP x P x yP x P x y
T x

P x P x P x P x P y x

 
   

    
  

    

(15) 

上式中我们假定 P(x|yj)是平滑的分布；否则，我们需要使用下式得

到参数化的平滑的 T*(θj|x): 

( | )
*( | ) argmax ( | )log .

( )j

j i
j i j

i j

T x
T x P x y

T





       (16) 

如果我们只知道 P(yj|x) 而不知道 P(x), 我们可以假设 P(x)=1/m ，从

而得到 T*(θj|x)【13】。 

 我们称上述求解真值和相似函数的方法，(14)-(16), 为逻辑贝叶

斯推断，它是为了使语义信道匹配香农信道。显然，它兼容最大似

然准则。英文中，我们用“Logical Bayes’ Inference” (LBI)代替“Logical 

Bayesian Inference” [13]，因为 LBI 不是贝叶斯主义的方法.  

 下面我们假设真值函数和相似函数是优化好的，样本分布等于

相应的概率分布。我们称 

c(x, yj) ≡ P(x|θj)/P(x)=P(x, yj)/[P(x)P(yj)]      

 (17) 

是相关函数。Sklar 提出 copula 函数【32，33】。c(x, yj)就是二维

copula 密度函数。因为 c(x, yj)和 P(yj|x)成正比，我们可以在贝叶斯

公式中用 c(x, yj)代替 P(yj|x)，如下： 

( ) ( , )
( | ) ,  ( ) ( ) ( , )

( )
j

j j i i j
ij

P x c x y
P x y c y P x c x y

c y
  ,   (18) 

其中 P(x)可能和先前的 P(x)不同。我们也称 c(x, y)是贝叶斯芯，因

为 P(x, y)=P(x)c(x, y)P(y)。如果 P(x)没有改变，P(x|yj)=P(xi)c(x, yj)；

如果 P(x)改变了，则我们必须用(18)求 P(x|yj)。  

Copula 密度函数也可以作为约束求隐含变量【34】。给定 P(x)

和 c(x, y), 我们可以用 SVB 求解 P(y)。 给定 P(x)和某种约束求 P(y)

时，如果形如 c(x, y)P(y)的表达式构成香农信道 P(y|x)。 应当有 

( | ) ( ) ( , ) 1 ; ( ) ( , ) ( ) ( ).i j i i j i i j j j
i i i

P x y P x c x y P x c x y P y P y       

  (19) 

否则，P(y)和 P(y|x)是不适当的求解结果。比如 EM算法中，收敛前

的 E-step 求解出的 P(y)和 P(y|x)结果是不适当的。 

如果 x 和 y 的论域相同，yj 就变成估计 ˆ jx ，并且当 i=j 时，

T(θj|xi)=T( ˆ jx |xi)=1，则真值成为对称的相似度： 
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( , ) ( , ) ( , )
ˆ ˆ( | ) ( | ).

max( ( , )) ( , ) ( , )
i j i j i j

j i i j
j j j i i

x

c x y c x y c x y
S x x S x x

c x y c x y c x y
       

  (20) 

然而，真值函数或隶属函数可能是不对称的。设和 yi 相似的 y 构成

模糊子集 θxi，我们有 

( | ) ( | )
( | ) ( | ).

max( ( | )) max( ( | ))
i j j i

xi j j i
i j

y x

P x y P y x
T y T x

P x y P y x
       

 (21) 

最近，真值函数或相似函数也被用作深度学习的学习函数

【27】。例如，Oord 等人[28]在提出信息噪声对比估计，明确指出

学习函数和 c(x, yj) = P(x|yj)/P(x)成正比。他们论文中的表述是： 

( , ) ( | ) / ( ),k t k t t k t t kf x c P x c P x         (22) 

其中 ct是从前面的数据得到的特征矢量, xt+k是要预测的特征矢量。

文中 fk(xt+k, ct)) 就是根据 ct预测的 xt+k和实际的 xt+k之间的相似函

数, 用它构造的估计互信息就是语义互信息的特例。 

2.5 SVB 的起源——从信息率失真函数到信息率逼真函数 

作 者 使 用 ” 信 息 率 逼 真 ” 有 两 个 原 因 ， 一 是 “ 逼 真

度”(verisimilitude 【26】或 truthlikeness 【35】)一直是哲学家们讨

论的话题。它表明了从不太真实到真实的改进或失真的减少。由于

科技文章中 “verisimilitude” 和“ truthlikeness”不是常用词，所以英语

中，我们用信息论常用的近义词“Fidelity”(保真度或逼真度)表示逼

真度。二是因为香农最初就提出信息率逼真(information rate fidelity)
准则【10,11】，后来才使用最小失真 (distortion)作为最大逼真

(fidelity)的一种表示方法。现在我们用语义信息测度代表逼真度应

当符合 Popper和香农原意。 

由于率失真等于信息率失真，Cover和Thomas在【36】(10.2节)
中表示他们也用“率失真”表示“信息率失真”，即对两者不加区分。

基于同样的原因，本文对“信息率逼真“和”率逼真”也不加区分。 

如果将 R(D)的失真限制 d D 改为 I(X; Yθ) ≥ G，则 R(D)成为信息率

逼真函数 R(G)【12，13】。这时，我们将 dij=d(xi, yj)替换为 Iij=I(xi; θj)。 

除了给定 P(x)和 G，还有下面限制： 

( | ) 1,  1, 2, ..., ;i j
i

P x y j n         (23) 

( ) 1.j
j

P y            (24) 

我们用拉格朗日乘子法求最小互信息。拉格朗日函数是： 

( ( | ), ( )) ( ; ) ( ; ) ( | ) ( )j i j j
i j

L P y x P y I X Y sI X Y P x y P y         

(25) 

其中 I(X; Yθ)和 I(X; Y)用 P(y|x)和 P(y)表示是： 
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( ; ) ( ) ( | ) log ,  ( | ) / ( ) ( | ) / ( )i j i ij ij j i j i j i
i j

I X Y P x P y x m m T x T P x P x        

(26) 

( ; ) ( ) ( | )[log[ ( | ) log ( )]i j i j i j
i j

I X Y P x P y x P y x P y   . 

   (27) 

因为 P(y|x) 和 P(y)相互依赖，我们交替地使用其中一个做变分。首先我

们固定 P(y)，令： 

( | ) 0,  1, 2,..., ;  1, 2,...,j iL P y x j n i m     . 

于是得到： 

( | ) ( ) ,  ( ) 1, 2,...; 1, 2,...s s
j i j ij i i j ij

j

P y x P y m P y m i j     ,   

 (28) 

我们可以把 ms
ij/λi当做贝叶斯芯，并且把(28)看做推广的贝叶斯

公式。然后我们固定 P(y|x), 令 

( ) 0,  1, 2,..., .jL P y j n     

我们得到： 

( ) ( ) ( | ).j i j i
i

P y P x P y x         (29) 

重复(28)和(29)，就像我们为R(D)函数所做的那样【16】(326页)，我们

就能得到适当的 p(y)和 p(y|x)。如果没有这个迭代，ms
ij/λi就是不合适的

贝叶斯芯或 copula 密度函数，因为 P(x|yj)=P(x)mijs/λi 不是归一化的。

(28)和(29)就是最小互信息迭代, 让香农信道匹配语义信道的方法。它

和 LBI 一起构成语义变分贝叶斯。 

 最后，我们得到 R(G)函数的参数解(参看图 2)： 

 
( ) ( ) ( | )

( ) ( ) ( ) log ,

i j i ij
i j

i i
i

G s P x P y x I

R s sG s P x 



 





，
                (30) 

 
Fig. 2. The information rate fidelity function R(G) for binary communication. Any 
R(G) function is bowl-like and has a point where s=1 and R = G. For given R, there 
are two anti-functions G-(R) and G+(R). 

图 2. 二元通信的信息率逼真度函数 R(G)。任何 R(G)函数都是碗状的，

其中有一个 R(G)=G 的点 (s=1)。给定 R 有两个反函数 G+(R)和 G-(R)。 

 

任何 R(G)函数都是碗状的(有可能不太对称)【12】，其中二阶导

数大于 0。s =dR/dG 在右边部分是正的。当 s=1 时, G = R, 这意味着
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语义信道匹配香农信道。G/R 表示信息效率。给定 R，G 有最大值

G+和最小值 G-, G-意味着有意使用谎言时，G 能小到什么程度. 

R(G)函数可以应于根据视觉分辨率的图像压缩【12】,不可见

实例最大互信息分类和混合模型收敛证明【13】，和语义压缩

【20】。  

值得注意的是，给定语义信道 T(y|x)时, 让 P(yj|x) ∝ T(yj|x) 或

P(x|yj) = P(x|θj)并不最大化语义互信息，而是最小化香农互信息或最

大化信息效率 G/R。然后，我们能在此基础上通过增大 s 同时增大

G 和 R。 当(28)中 s->∞, P(yj|x) (j = 1, 2, …, n) 就仅取值 0或 1，成为

分类函数。 

 SVB 使用最小香农互信息准则加上最大语义互信息准则，两个

准则加一起就等于最大信息效率准则.不过有时候它并不追求G/R=1，

而是在给定预测和控制的不同质量要求时最大化 G/R。 

我们也能用模糊熵 H(Yθ|X) 代替平均失真 d ，得到信息率真函数

R(Θ) [21]. 在信息而不是真更加重要的场合，R(G)比 R(D)和 R(Θ)更加合

适. 求 R(Θ)得到的 P(y)和 P(y|x)与求 R(G)得到的不同，因为优化准则不

同。在最大真值准则下，P(y|x)变为： 

( | ) ( )[ ( | )] ( )[ ( | )] 1, 2,...; 1, 2,...s s
j i j xi j j xi j

j

P y x P y T y P y T y i j    ,  

 (31) 

如果 T(θxi|y)=exp[-d(xi|yj)], R(Θ)就变成 R(D) 【21】. 如果 T(θj)很小，

R(G)需要的 P(yj)会大于 R(D)或 R(Θ)需要的 P(yj). 

3. 用 SVB 求 解 隐 含 变 量

  

3.1 隐含变量的近似解和优化准则 

从语义信息论的角度看，我们可以把观察数据的概率分布 P(x)

看成信源，把要求解的 P(y|x)看成信道，即香农信道。通常的约束

条件是 P(x|yj)或 P(x|θj) (j = 1, 2, …, n). 

已知 P(x)和 P(x|y), 求解 P(y), 我们可以列出 m 个等式； 

P(xi|y1)P(y1) + P(xi|y2)P(y2) + … + P(xi|yn)P(yn) = P(xi), i = 1, 2, …, m.

    (32) 

上面公式加上 P(y1) + P(y2) + … + P(yn) = 1, 一共 m+1 个等式。当

n=m+1 时，我们可能得到 P(y)的精确解。当 n > m+1 时，P(y)有多

种解。当 n < m+1 时，n 无解；但是，使用某种准则，我们可以得

到损失最小或信息最大解。后面我们只考虑 n > m+1 的情况，使用

最大信息效率准则，得到 P(y)近似解。 

如果约束不是 P(x|yj)或 P(x|θj)而是 T(θj|x)，我们可以通过(3)得

到 P(x|θj) = P(x)T(θj|x)/T(θj)。 

需要注意的是， 约束函数是 x上的分布，比如 T(θj|x)和 s(x, xj), 

exp[-d(x, yj)] (j = 1, 2, …, n)，不是归一化的；而要求解的函数 P(y|x)
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是 y 上的分布, 即 P(y|xi), i = 1, 2, …, m. 它应当是归一化的。log 的左

边只能放 P(y|xi)以便和 P(xi)一起求平均。 

作者曾考虑过：既然最小互信息迭代是为了让 P(yj|x)∝T(θj|x),  

j = 1, 2, …, 我们令 P(y) ∝T(θj)即 P(yj)=T(θj)/∑j T(θj), 再 令

P((yj|x)=T(θj|x)P(yj)/T(θj) 就行了。然而，这样做不能保证对于每个 xi, 

P(y|xi)是归一化的，即∑j P(y|xi)=1。  

3.2 解释和改进用于混合模型的 EM 算法  

我们知道 P(x)=∑j P(yj)P(x|yj)。给定样本分布 P(x), 我们使用

Pθ(x)=∑j P(yj)P(x|θj)逼近 P(x) (P(y)就是隐含变量的概率分布), 使得下

面的相对熵接近 0： 

 ( || ) ( )log[ ( ) / ( )]i i i
i

H P P P x P x P x  .    

 (33) 

EM 算法首先预设 P(x|θj)和 P(yj)，j = 1, 2, …, n。它的 E-step 得

到: 

( | ) ( ) ( | ) / ( ),  ( ) ( ) ( | ),j j j k k
k

P y x P y P x P x P x P y P x      

  (34) 

然后在 M-step 最大化完全数据对数似然度(通常用 Q 表示)——

分成两步， 包括 M1-step： 

1( ) ( ) ( | ).j i j i
i

P y P x P y x          (35) 

和 M2-step：优化似然函数 

1 1
1

( | ) ( )
( | ) ( ) ( | ) / ( ) ( )

( ) ( )
j j

j j j
j

P x P y
P x P x P y x P y P x

P x P y


  

  . 

   (36) 

如果是高斯混合模型，就是用 1( ) ( | ) / ( )j jP x P y x P y 的期望和标

准偏差作为 1( | )jP x   的期望和标准偏差。 

重复上面两个步骤可以使混合模型收敛。根据信息率逼真函数

的推导过程，可见 E-step和M1-step最小化香农互信息；根据(14)，

M-step 最大化语义互信息。所以 EM 算法使用的优化准则是最大信

息效率准则。 

但是，用上面方法求隐含变量有两个问题：1)P(y)可能收敛很

慢；2)如果似然函数也是固定的，如何求解 P(y)?。 

 基于信息率逼真函数的分析，我把 EM算法改进为 EnM算法。

EnM算法包含 EM算法中的 E-step, n-step和 EM算法中的 M2-step。

n-step步重复 EM算法中的 E-step和 M1-step n次，使得 P+1(y) ≈ P(y)。

显然，EnM 算法使用的也是最大信息效率准则。n-step 可以加速求
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解隐含变量概率分布 P(y)。因为 P(yj)/P+1(yj)约等于 1，我们可用下

式优化模型参数： 

1( | ) ( ) ( | )/ ( )j jP x P x P x P x   .      (37) 

如果没有 n-step, 会有 P(yj) ≠ P+1(yj)，∑ i P(xi)P(x|θj)/Pθ(xi) ≠ 1, 这说明

P(y)和贝叶斯芯 P(x|θj)/Pθ(x)对于 P(x)来说是不合适的。 

在求解混合模型时，我们可以选取 n 小一点， 比如选 n=3。在

专门求解P(y)时，我们可以选取较大 n，直至P(y)收敛。当 n=1时， 

EnM 算法就变为 EM算法。 

下面我们证明 EnM 算法收敛。E-step 之后，香农互信息变为： 

1

( | ) ( | )
( ) ( ) log ,

( ) ( )
i j j i

i j
i j i j

P x P y x
R P x P y

P x P y


    

  (38) 

我们定义：  

( | ) ( | )
" ( ) ( )log

( ) ( )
i j i j

i j
i j i i

P x P x
R P x P y

P x P x 

 
 .   

   (39) 

然后我们能推导出： 在 E-step 之后，有： 

1( || ) " = ( || )Y YH P P R G R G H P P
    ,     

 (40) 

其中 H(P||Pθ)是 x 的相对熵或 KL离散度; 另一个相对熵是： 
1 +1 +1( || ) ( ) log[ ( ) / ( )]Y Y j j j

j

H P P P y P y P y  .     

  (41) 

它在 n-Step 之后接近 0. 

 式(40)可以用来证明混合模型收敛。因为 M2-step(语义信道匹

配香农信道)最大化 G, 且 E-step 和 n-step(香农信道匹配语义信道)最

小化 R 和 H(P+1(y)ϫP(y)), 使 H(PϫPθ)接近 0。上面方法也能用来证明

EM算法收敛。 

EnM 算法在大多数情况下比 EM 算法表现更好【37】, 特别是

在初始的 P(y)和收敛的 P(y)相差较大时。 

3.3 信道混合模型和数据压缩 

混合模型的似然函数 P(x|θj)(j=1, 2, …, n)也可以通过语义信道

T(θj|x)(j = 1, 2, …, n)和信源 P(x)产生。给定 P(x)和语义信道求香农

互信息的最小值，这是数据压缩问题。如果同时通过改变语义信道

中参数最大化语义互信息，那就是求信道混合模型。 

在上面 EnM 算法中，Iij=log[P(x|θj)/P(xi)]。如果似然函数变成

真值函数，就有 Iij = log[T(θj|xi)/T(θj)]。E-step 变为： 
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( ) ( | ) ( ) ( | ) / ( )
( | )

( ) ( | ) ( ) ( | ) / ( )
j i j j j i j

j i
k i k k k i k

k k

P y P x P y T x T
P y x

P y P x P y T x T

  
  

 
 

.

   (42) 

假设 T(θj|x)是高斯分布，优化 T(θj|x)时，我们可用 P(yj|x)的期

望和标准偏差作为 T(θj|x)的期望和标准偏差。用(42)和(29)可以求出

隐含变量概率分布 P(y)。加上 s 如(28)就可以得到 R(G)函数参数解

——用于数据压缩。 

真值函数 T(θj|x)表示 yj 所代表的 x 的模糊范围。失真限制是范

围限制的特例。如果给定失真函数而不是真值函数，我们用 T(θj|x) 

= exp[–d(x, yj)]作为真值函数，其他同上。 

如果我们用最小失真准则代替最大语义信息准则，则(42)变为： 

( ) exp[ ( , )]
( | )     .

( ) exp[ ( , )]
j i j

j i
k i j

k

P y d x y
P y x i j

P y d x y





，对于所有 和   

   (43) 

如果在(43)中加上 s，我们就得到 R(Θ)或 R(D)函数的参数解。 

3.4 优化约束控制和强化学习中的隐含变量 

信息最大最小方法【8】，【9】已经用于约束控制和强化学习。 

SVB 应能提供更简洁方法。 

G 测度也能用来度量随机事件控制的合目的信息。一个不确定

控制目标可用一个真值函数或隶属函数表示。比如下面目标： 

 “粮食产量接近或超过 500kg/亩"; 

 "工人工资最好超过 5000元";  

 "人口死亡年龄最好超过 80岁";  

 "列车到达时间误差最好不超过 1分钟".  

语义 KL 信息能用来度量合目的信息： 

( | )
( ; / ) ( | ) log

( )
j i

j j i j
i j

T x
I X a P x a

T





 .   

 (44) 

公式中 θj 是一个模糊集合，表示控制目标是一个模糊范围。yj 在这

里变成 aj，表示相应第 j 个控制任务 yj 采用的行动。如果有数个控

制目标 y1, y2, … 我们可以用语义互信息公式表达合目的信息: 

( | )
( ; / ) ( ) ( | ) log

( )
j i

j i j
j i j

T x
I X A P a P x a

T





  .  

  (45) 
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其中 A 是取值 a 的随机变量，P(a)是隐含变量的概率分布，我们需

要用最大信息效率准则优化 P(a)。和混合模型不同，这里我们不需

要改变 P(x|θj)使得 Pθ(x)接近 P(x)。   

控制的合目的信息(即祈使句的语义信息)公式和陈述句的语义

信息公式在形式上是相同的，但是优化方式不同。对于陈述句，事

实 P(x|yj)是不变的，我们希望语义概率预测 P(x|θj)符合事实。而对

于祈使句，我们希望事实 P(x|aj) 符合目的 P(x|θj)。 

对于多任务，我们需要最小化香农互信息 I(X; A)——在给定语

义互信息 G 和归一化限制时。当实际分布 P(x|aj) 接近约束后的分布

P(x|θj)时, 信息效率达到其最大值 1。 

使用(28)和(29)，我们得到: 

( | ) ( ) ,  ( )s s
j j ij i i j ij

j

P a x P a m P y m   ,   

 (46) 

( ) ( ) ( | ).j i j i
i

P a P x P a x        (47) 

重复上面二式直至 P(a)不变，使得 s
ij im  成为适当的贝叶斯芯，

然后得到： 

( | ) ( ) .s
i j i ij iP x a P x m         (48) 

要进一步增大合目的信息, 我们可以通过增大 s，得到随 s 变化的隐

含变量 P(aj), j=1, 2, … 

因为优化的 P(x|aj)是 θj 和 s 的函数, 我们记 P*(x|aj)=P(x|θj, s)。

值得注意的是，许多分布 P(x|aj)都满足约束并使 I(X; aj/θj )达到最

大，但是只有 P*(x|aj) 使 I(X; aj) 达最小. 

假设实际控制结果是呈高斯分布的似然函数 P(x|βj)，我们可以

用 P(x|βj)代替 P(x|θj, s)， 即用 P(x|θj, s)的期望和标准偏差作为

P(x|βj)的期望和标准偏差，得到近似最优控制结果。 

假设强化学习中行动的效果 P(x|βj)是已知的,不需要学习，则上

面方法也可以用来优化强化学习。 

4. 实验结果 

4.1 混合模型——使用最大信息效率准则 

 作者用EnM算法求解了一个简单的混合模型，并记录了迭代过

程中 G, R, R”, Q, F 随模型参数的变化(见表 1 和图 3). 该模型包含两

个组件。实际的、起始的和收敛的 P(y)和 θ 如表 1 所示。在例 A 中，

起始 P(y)和 θ 使 R<R*(R* 是真模型的 R)。在例 B 中，起始 P(y)和 θ 使
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R > R*。P(x)是用真模型参数产生的。 

表 1. 实际的、开始的和收敛的模型参数。 

 Table 1. Real, start, and guessed model parameters. 

Example   Real 
parameters 

Start parameters 
H(P||Pθ)=0.680 bit 

Parameters after 5 Iterations 
H(P||Pθ)=0.00092 bit 

  μ* σ* P*(y) μ Σ P(y) μ σ P(y) 
A y1 35 8 0.7 30 15 0.5 35.4 8.3 0.720 

y2 65 12 0.3 70 15 0.5 65.2 11.4 0.280 
B y1 35 8 0.1 30 8 0.5 38 9.3 0.134 

y2 65 12 0.9 70 8 0.5 65.8 11.5 0.866 
 

 

(a)  

 
(b) 

 

(c)  



 16 / 24 

 

 

(d) 

图 3. 例 A 和 B 中混合模型的迭代过程。(a) 例 A 的迭代过程中，R、G，Q
和 F 都是增加的; (b)例 B 的迭代开始; (c)例 B 的迭代结束; (d)例 B 的迭代过

程，其中 R、G，Q和 F 在大多数步骤中是减少的。 

Fig. 3 The iterative processes of the mixture models. (a) The iterative process 
of Example A，where R, G, Q, and F are increasing. (b)The iterative start 
of Example B. (c) The iterative end of Example B. (d) The iterative 
process of Example B, where R, G, Q, and F are decreasing in most steps. 

图 3 显示，H(P||Pθ) = R″–G 在每一步中是减少的。完整数据对

数似然度 Q、负自由能 F可能增加，如图 3a所示，也可能减少，如

图 3d 所示。 

例 B是一个反例——对于通过增大 Q【34】或 F【4】来证明 EM
算法收敛的收敛证明来说。 

4.2 E3M 和 EM 算法比较 

图4显示一个不易收敛的高斯混合模型例子，用以比较EM和E3M

算法。真实模型参数是：(µ1*, µ2*, σ1*, σ2*, P*(y1)) = (100, 125, 10, 10, 

0.7). 初始模型参数是: (µ1, µ2, σ1, σ2, P(y1)) = (80, 95, 5, 5, 0.5). 

 
(c) 

图 4. 用一个不易收敛的例子比较 EM 和 E3M 算法。EM 算法需要大约

340 次迭代，而 E3M 算法需要大约 240 次迭代。收敛过程中，完整数据

对数似然度 Q 并不是单调增加的。H(P||Pθ)随 R – G 减小。 
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Fig. 4. Comparing EM and E3M algorithms with an example that is hard to 
converge. The EM algorithm needs about 340 iterations, whereas the E3M 
algorithm needs about 240 iterations. In the convergent process, complete data 
log-likelihood Q is not monotonously increasing. H(P||Pθ) decreases with R − 
G.  

这个例子揭示：EM 算法收敛是因为语义互信息 G 和香农互信

息 R 相互靠近，并不是因为完整数据对数似然度 Q 不断增大(流行

观点)。详细讨论见【37】中的 3.3 节。 

4.3. 数据压缩——根据最大信息效率准则 

设 4个标签 y1=“非成年人”，y2=“年轻人”, y3=”成年人”和 y4=“老

年人”的真值函数随年龄 x的分布如图 5a所示 (【20】中附录 B有产

生这些曲线的公式)。任务是：使用最大信息效率准则，用 4 个真值

函数作为约束条件(s=1)获得产生最小互信息的香农信道 P(y|x).  

 

 

(a) 

 
(b) 
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(c) 

图 5. 给定约束范围求传递最小互信息的香农信道 P(y|x)。(a)关于

年龄的 4 个标签的真值函数；(b)收敛的香农信道 P(y|x); (c) I(X; Yθ)和
I(X; Y)在迭代过程中的变化. 

Figure 5. Finding the iterative result of the R(G) function for the given 
constraint ranges. (a) The truth function of four labels about ages; (b) 
Convergent Shannon channel P(y|x); (c) The variation of I(X; Yθ) and I(X; 
Y) during the iterative process. 

图 5b 显示：4 个转移概率函数分别和四个真值函数覆盖区域相

近，但是最大值不同。P(yj|x)和 T(θj|x)只是近似成正比，这是因为

前者是归一化的。从图 5c可见语义互信息和香农互信息随着迭代而

逐渐相等。收敛的 4 个隐含变量是{P(y1), P(y2), P(y3), P(y4)} = 

{0.3619, 0.0200, 0.6120, 0.0057}。P(y1)和 P(y3)较大是因为这样能节

省香农互信息 R。最小 R是 0.883比特。我们也计算了 R(Θ)(s = 1)。

R(G)需要的 P(y2)和 P(y4)比 R(Θ)需要的大。原因是：一个带有较小

逻辑概率的标签能传递更多信息，因此应该被更多选择——如果我

们使用最大语义信息准则而不是最小失真准则。对于同样的约束, 

R(G) = 0.883 比特，它大于 R(Θ) = 0.845 比特.  

4.4 多目标控制——根据难度和效果优化控制频率比例 

图 6 显示了一个两目标控制任务，目标用真值函数 T(θ0|x)和

T(θ1|x)表示. 我们可以想象，它们是两个边界模糊的牧场，我们需要

赶羊去那里。如果没有控制，羊群的密度分布如 P(x)所示。我们需

要合适的分布 P(a)=P(y). 

 
(a) 
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(b) 

 图 6. 一个两目标控制任务。P(x|aj)=P(x|θj, s)如虚线所示；P(x|βj, s)是 aj产

生的正态分布，如点划线所示。(a)显示 了 s=1 时的情况；(b)显示 s=5 时

的情况。 

Figure 6. A two objective control task. The dashed line shows P(x|aj)=P(x|θj, s); the 

dotted line displays P(x|βj, s)， which is a normal distribution produced by 

action aj. (a) The case with s = 1; (b) The case with s = 5.  

 图 6 中, P(x) 是正态分布，期望是 μ = 50，标准差是 σ =15; 两

个真值函数表示两个目标，它们是： 

T(θ0|x) = 1–[1–exp(–(x–20)2/(2*25))]3,         

(49) 

T(θ1|x) = 1/[1+exp[–0.8(x–c)].       

 (50) 

对于不同的 s，我们设置初始比例：P(a0)=P(a1)=0.5。然后，我

们用 (46) 和(47)做最小互信息迭代，得到收敛的 P(aj|x)和 P(aj) 

(j=0,1)。然后我们通过(48)得到 P(x|aj)=P(x|θj, s)。最后，我们用 

(30)得到 G(s), R(s), 和 R(G)。 

 表 2 显示了 P(a)随(46)中 s 和(50)中 c 的变化。图 7 显示了

R(G) 函数。表 2 显示 G 和 R 随 s 增大而增大, G/R 随 s 增大而减

小；P(a1) 随 c 增大而减小。P(a)的变化揭示了：求 P(a)的迭代算法

能减小控制次数在困难任务 y1上的分配比例 P(a1)。   

表 2. R(G)、P(a)和 G/R随 s和 c的变化 

s c P(a0) P(a1) G (bits) R(bits) G/R 

1 75 0.535 0.465 3.43 3.43 1 

1 80 0.579 0.421 3.80 3.80 1 

5 75 0.540 0.460 3.89 4.29 0.907 
5 80 0.592 0.408 4.28 4.71 0.909 

40 75 0.540 0.460 3.95 5.01 0.803 

40 80 0.592 0.408 4.33 5.34 0.811 
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 图 7. 一个两目标控制任务中的 R(G)函数。虚线表示 R1(G)函数——是用正

态分布 P(x|βj, s) (j=0,1)代替 P(x|θj, s) 产生的.  

Figure 7. The R(G) function for a two-objective control task. The dashed line 

represents the R1(G) function, which is generated by replacing P(x|βj, s)  with a 

normal distribution P(x|βj, s) (j=0,1). 

表 2 和图 7 告诉我们：当 s 从 5 增大到 40 时，G 稍许增大，这

意味着 s=5 就足够好了。继续增大 s 和香农互信息，控制效率会明

显降低。图 7中 R1(G) (虚线)告诉我们：如果我们用一个正态分布代

替 P(x|θj, s) (j=0,1) 作为控制结果, 得到的 R1(G)和 R(G) 类似。  

5. 讨论 

5.1 语义变分贝叶斯和信息率失真理论及最大熵理论之间的

关系 

 语义变分贝叶斯使用的最小互信息迭代(见(28)和(29))直接来自

信息率逼真函数 R(G)的参数解，然而，它起源于香农等人的信息率

失真函数研究。虽然用于信息率失真函数的约束只有失真函数，用

于信息率逼真函数的约束可以是各种学习函数, 包括似然函数、真

值函数，隶属函数，相似函数和失真函数。我们用这些函数构造语

义信息函数 I(x; θj) (j = 1, 2, …)，用 I(x; θj)j和其均值 G 作为约束求

最小香农互信息。因为 I(x; θj) = log[P(x|θj)/P(x)],所以 SVB 兼容最大

似然准则。 

 给定 P(x)时，香农互信息最小化等价于后验熵 H(X|Y)最大化。

所以SVB使用的最大信息效率准则包含最大熵准则。另外，SVB允

许使用 s(见(28))加强约束，它有助于我们在增大 G 和增大信息效率

G/R之间权衡。 

5.2 关于混合模型收敛的原因 

有人认为，EM 使混合模型收敛是因为完整数据对数似然度 Q 

= –H(X, Yθ)不断增大【38】，【39】。还有人使用变分贝叶斯方法
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【1】，【4】，认为不断增大 F = H(Y)+Q=H(Y)-H(X, Yθ) (负的自由能)

可使混合模型收敛。容易看出，F 在 M-step 之后变成 X 的负的语义

后验熵:–H(X|Yθ)。 它和语义互信息 I(X; Yθ) = H(X)–H(X|Yθ)同时增

大或减小（参看图 3）。然而，4.1节中反例表明：Q、F和 G在混合

模型收敛的过程中可能是减小的。这说明，流行的混合模型收敛理

论存在问题。使用 VB 不易发现上面问题是因为，在 VB 的实际应

用时，常用的是平均域方法。这种方法用 P(y|x)代替 P(y)作为变分

【3】，使得 F 不再近似于–H(X|Yθ)，而是近似于 x 的对数似然度或

负的交叉熵：–Hθ(x). 这时 F 就随混合模型收敛而增大，没有反例。 

3.2节提供了一个新的混合模型的收敛证明。它证明不断增大G

并减小 R（即增大信息效率）能使相对熵 H(P∥Pθ)接近 0. 

求解混合模型不但求隐含变量的概率分布，还求某种类型的模

型(似然函数或真值函数)的参数。SVB 有助于混合模型求解；反过

来，求解混合模型的 EnM 算法检验了 SVB。 

5.3 语义变分贝叶斯和变分贝叶斯比较 

SVB 和 VB 的主要任务一样——使用变分方法，根据观察数据

和约束求解隐含变量。不同的是： 

 准则: 

o VB 在使用 P(y)作为变分时，它采用最小自由能准则

（接近于最大语义信息准则)；而在使用 P(y|x)作为变分

时，它使用的是使混合模型收敛的最大似然准则。. 

o SVB 采用最大信息效率准则，即在优化香农信道 P(y|x)

时使用最小(香农)互信息或最大熵准则，而在优化预测

模型或语义信道 T(y|x)时使用最大语义信息准则。 

 变分方法： 

 VB 使用平均域近似方法——把所有 P(y)或 P(y|x)划分

成若干子集， 然后轮流用每个子集中的元素作为变分

【1, 3】. 

 SVB 交替用 P(y|x)和 P(y)做变分。 

 计算复杂性： 

 VB 中的 P(y|x)表达式包含对数和指数函数【1，3】，计

算比较复杂. 

 SVB中的P(y|x)表达式不包含对数和指数函数，计算比

较简单(对于同样任务，即 s=1 时)。 

 约束： 

 VB 只用似然函数作为约束。 

 SVB 允许使用各种学习函数（包括似然、真值、隶属、

相似、失真函数）作为约束，并且允许用参数 s增强约

束。。 

 理论基础： 

 VB 基于 BI(Bayesian Inference)，其中 Bayesian 意味着

贝叶斯主义方法。 
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 SVB基于语义信息论——Shannon-Lu理论，其中Bayes

意味着推广的贝叶斯公式。 

按照流行的 VB定义，P(y)用作变分，最大化 F。但是很多人实

际上用 P(y|x)作为变分【1】，【3】。具体做法是把 y1, y2, …分成若干

组，轮流选择每一组的 P(yj|x)用作变分. 如果用 P(y|x)代替 P(y)，F

就近似于 x 的负的交叉熵。这时，这时 VB 和 SVB 的差别就比较小。

但是，SVB 中还有求最小互信息的 n-step，这是 VB 中没有的。 

因为 SVB更加兼容最大似然和最大熵准则，计算较为简单，它

应该更加适合机器学习的很多场合。但是，因为它不考虑参数的概

率，在某些场合，可能不如 VB 适用。 

5.4 需要进一步研究如何把 SVB 和神经网络相结合 

 虽然 SVB还没有用于神经网络，但是它提供了应用的可能性。

首先因为 SVB 为使用相似函数和真值(或隶属)函数提供了方便。 

把神经网络的权重解释成概率往往是困难的， 因为概率有归一

化要求。比如，如果希望 m*n 个权重表示 n 个呈某种分布的转移概

率函数 P(yj|x)(j = 1, 2, …, n), 因为有归一化要求，构造这些函数是困

难的。如果我们用权重表示真值函数或相似函数，我们对权重就没

有归一化要求。我们需要的只是每一组权重的相对大小， 一组权重

可以表示一个负指数或指数函数。如果一组权重有的大于 1，我们

可以把它们看作一个等比例放大了的真值函数。它同样可以用于语

义贝叶斯预测(见(3))。 

 SVB 使用迭代方法，无需考虑梯度。理论上，在学习阶段，我

们可以考虑用高斯信道混合模型【27】实现有限波尔茨曼机(RBM)

的功能，从而简化运算；在分类阶段，我们令 s->∞得到的函数

P(yj|x)(j = 1, 2, …, n)就表现为矩形，成为分类函数。实际效果如何，

有待检验。 

深度学习领域已经有了很多有效方法，SVB 和这些方法结合，

有希望取得更好结果。 

6. 结论 

SVB 来自信息率逼真函数的参数解，其中变分和迭代方法来自

香农等人对信息率失真函数的研究。SVB 和 VB 一样，用来求给定

观察数据和某种约束时的隐含变量(的概率分布)。但是 SVB 允许我

们使用多种学习或约束函数——包括似然、真值、隶属、相似、

copula 密度…函数——作为约束条件。SVB 和 VB 在理论上主要差

别是它们的优化准则不同。VB 使用最小自由能准则，而 SVB 使用

最大信息效率准则，即最大似然准则加最大熵准则。SVB 求解隐含

变量的计算更简单(见(28)和(29))，因为对于同样的任务，SVB 不需

要指数和对数运算。 

本文通过实验数据支持了上述结论。4.1 节显示：混合模型收

敛过程中，信息效率 G/R 不断增大，而不是完整数据对数似然度 Q

或负的自由能 F 不断增大。4.2 节显示：使用 SVB 的 EnM 算法比
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EM 算法收敛更快。4.3 节显示了：我们能使用 SVB 在给定误差范

围限制时进行数据压缩。4.4 节显示了语义信息测度和 SVB 可用于

给定目标范围的约束控制和强化学习，便于我们在控制的合目的性

和控制效率之间做权衡。 

如何把 SVB 用于深度学习，还有待进一步研究和实验。 
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